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FINANTSÖKONOMEETRIA ÜLESANDED

ÜLESANDED VI
Teemad: Mitmemõõtmeline GARCH. Mudelid DVECH, CCC, DCC, VCC. 
 

Ülesanne 1. Toyota, Honda ja Nissan aktsiad.			HMC.csv, NSANY.csv, TM.csv 
Andmefailide ühendamine

Stata abiinfos kasutatakse mitmemõõtmeliste MGARCH mudelite CCC, DCC, VCCC tutvustamiseks programmi kodulehelt allalaetavat andmefaili stocks, kus on Honda, Nissani ja Toyota aktsiate päevased tootlused perioodil 2. jaan 2003 kuni 31. dets 2010. Sellest lähtuvalt on järgnevalt kasutusel samade aktsiate värskemad andmed.

Andmed on alla laetud portaalist Yahoo Finance[footnoteRef:1] ja sisaldavad järgmiste aktsiate päevaseid hindu perioodil 3. jaan 2012 kuni 15. märts 2023: [1:  Yahoo Finance https://finance.yahoo.com/] 

HMC		Honda Motor Co, Ltd
NSANY	Nissan Motor Co., Ltd
TM		Toyota Motor Corporation

Et saaks hinnata nende aktsiate päevaste tulumäärade mitmemõõtmelisi GARCH mudeleid, tuleb andmed kokku panna ühte Stata andmefaili. Andmed võib eelnevalt kokku panna ka Excelis ja siis Stata-sse importida, kuid vaatame, kuidas andmefaile Statas ühendada.

Andmete struktuuriga võib algul tutvuda Excelis, avades näiteks Honda faili HMC.csv. Failis mingeid muutusi pole vaja teha ja fail sulgeda ilma salvestamata.
Stata andmefaili loomine Honda jaoks.
Importida Statasse fail HMC.csv
Tutvuda andmetega.
Kasutada sulgemishindu. Järelikult jätta andmefaili vaid date ja close, ülejäänud kustutada.
Tunnuse close uueks nimeks honda. Ümbernimetamise saab teha akna Variables allosas Properties, kui eelnevalt  teha lukust lahti (klikk tabaluku ikooni peale)
Salvestada fail Stata formaadis nimega honda.
Peale faili salvestamist puhastada Stata andmetest käsurealt
clear
Analoogselt luua andmefailid Nissani ja Toyota jaoks. Mõlemas failis nimetada close ümber vastavalt nissan ja toyota. Ülejäänud tunnused (va date) kustutada.
Andmefailide ühendamine. 
Viimati jäi lahti Toyota andmetega fail. Liita sellele nüüd honda andmed. Võtmetunnuseks on kuupäev date. Selle järgi pannakse sama kuupäevaga andmed ühele reale, st kirjed liidetakse.
Data -> Combine datasets -> Merge two datasets
Type of merge		One-to-one on key variables
Key variables		date
Filename of dataset on disk	 otsida üles Honda andmefail. 

Aruandest on näha, et ühendati 2818 vaatlust. 
Tutvuda andmetega. On näha, et on loodud ka tunnus _merge, mis näitab iga kirje korral, kuidas ühendamine õnnestus. Matched (3) tähendab, et vastava kuupäevaga vaatlus oli mõlemas andmefailis. Tunnuse _merge võib kustutada.
Nüüd lisada samamoodi Merge two datasets abil Nissani andmed.
Vaadata andmeid ja veenduda, et kõigi kolme aktsia andmed on olemas. Tunnuse _merge võib kustutada.
Salvestada andmefail näiteks nimega toyota honda nissan.
Nüüd tuleb paika panna ajamuutuja. Tunnus date on antud stringina ja seda ajamuutujaks kasutada ei saa. Vastava Stata funktsiooniga on selle põhjal võimalik luua numbriline kuupäev näiteks nimetusega ndate 
Ette tuleb anda uue tunnuse nimetus, kuupäeva stringi sisaldav väli ning see, millises vormingus on stringina antud kuupäev. Praegu on meil „aasta-kuu-kuupäev“ ehk siis YMD.
gen  ndate = date(date, "YMD")

Tutvuda andmetega. Veenduda, et on loodud uus kuupäevaväli ndate , mis on numbriline.
Deklareerida see ajamuutujaks ja märkida, et tegemist on päevaste andmetega. Selleks on mõistlik kasutada ajamuutuja deklareerimiseks valikut menüüst.
 Aruandest on näha, et kuupäevad on alates 3. jaan 2012 kuni 15. märts 2023.

Kuna aktsiate hindasid nädalavahetustel pole, on aegread lünkadega (with gaps). Et tulumäärade leidmiseks saaks kasutada viitaegasid, tuleb luua ajamuutuja, millel lüngad puuduvad või kasutada ärikalendrit.
Ärikalendri loomine
Data-> Other utilities-> Create a business calendar

Business calendar filename	aktsiad
Date variable			ndate
New business date variable	bdate

Ajamuutujaks deklareerida bdate, kusjuures kasutada ajatunnuse formaati (use format of time variable)
Tutvuda andmetabeliga ja veenduda, et bdate kuupäevad on õiged.
Tunnused date ja ndate võib kustutada ning uus ajamuutuja bdate panna esimeseks tunnuseks.

Järgnevalt tuleb luua logaritmilised tulumäärad protsentides, mida hiljem modelleeritakse. Et tunnuste nimed oleksid lühikesed, võiksid need olla vastavalt rt, rh ja rn, kus teine täht näitab, millise aktsia tulumääraga tegemist.
gen rt = 100*ln( toyota/L.toyota)
gen rh =100* ln( honda /L.honda )
gen rn = 100*ln( nissan /L.nissan )
Loodud tunnustele võib lisada ka selgitavad kirjeldused (label), mis võiksid olla näiteks „Toyota päevane tulumäär %“, „Honda päevane tulumäär %“ jne
Sulgemishinnad võib nüüd kustutada.
Salvestada andmefail, et seda saaks kasutada järgmistes ülesannetes.

Ülesanne 2. DVECH mudel.						Ülesandes 1 loodud andmefail Toyota ja Nissani aktsiate tulumäärad 				 

Esialgu modelleerida kahe aktsia, Toyota ja Nissani tulumäärasid DVECH mudeliga.

1. Toyota ja Nissani DVECH(1,1) mudel. 
a) Keskväärtuste mudelites vaid konstant.
Statistics > Multivariate time series > Multivariate GARCH
Select a model		Diagonal vech model
Equations			Create
Dependent variables 	rt rn
Ok

Lehel Model GARCH liikmete jaoks	 Specify maximum lag		ARCH 1	 GARCH 1
Distribution	Student’s t
Submit

Keskväärtuste mudelite üldkuju

	 	
DVECH(1,1) mudeli üldkuju kahe aegrea korral

[bookmark: ZEqnNum142101]	 	

DVECH mudeli aruandes on kordajad esitatud nö kordaja tüübi järgi: konstandid c (/Sigma0), ARCH liikme kordajad  (valemites  α)  ja GARCH liikme kordajad (valemites (2) β) . Sümbolid 1_1, 2_1 ja 2_2 viitavad võrrandile.

b) Kuna keskväärtuse mudelites konstandid pole statistiliselt olulised, võib hinnata ilma nendeta. See tähendab, et tulumäärad kõiguvad ümber 0. Selleks mgarch spetsifikatsiooniaknas eelnevalt defineeritud võrrandi jaoks
Equation > Edit > Suppress the constant term	Ok	Submit
		

Tulemus: numbriline lähendamine ei koondu. 

c) Kui numbriline lähendamine ei koondu, tuleb ette anda kas algväärtused või panna kitsendused mingitele parameetritele. Kuna eelmise mudeli aruandest on näha, et Studenti t-jaotuse vabadusastmete arv on ca 4,9, anda spetsifikatsiooni aknas see ette
 Degrees of freedom	4.9

Proovida mudelit uuesti hinnata.
Tulemus: seekord numbriline lähendamine koondub. Arvestades aruandes kuvatud punkthinnanguid, võib DVECH(1,1) mudeli kirjutada järgmiselt


[bookmark: ZEqnNum445997]	 	

2. Toyota ja Nissani aktsiate tulumäärade tinglike dispersioonide ja kovariatsioonide prognoosid peale DVECH mudeli hindamist. Leida tinglike dispersioonide ühesammulised prognoosid valimi sees ja teha ka dünaamiline prognoos 100 sammu valimist välja alates vaatlusest 2819 (16. märts 2023).
a) Lisada 100 vaatlust.
Statistics >Time series > Setup and utilities > Add observations …
b) Tinglike dispersioonide prognooside leidmine:
Statistics > Postestimation > Predictions  > Linear predictions, residuals ….

Valik 	Conditional variances and covariances
Uute tunnuste nimed  		var*
St et uute tunnuste nimetuste alguses var. Tärn tähistab, et programm lisab sinna lõppu automaatselt aegridade tähistused. Kui tärni ei pane, leitakse vaid üks tinglik dispersioon.

Lehel Options reale Dynamic forecast 	2819
c) Tutvuda andmetega. Tunnused var_rt_rt ja var_rn_rn on vastavate tunnuste tinglikud dispersioonid ja  var_rn_rt on tulumäärade vaheline tinglik kovariatsioon. Meeldetuletuseks: dispersioon on kovariatsioon iseendaga.
d) Dünaamiline prognoos koondub tingimusteta dispersiooniks/kovariatsiooniks. Võrrelda andmetabelist võetud viimaseid prognoositud väärtusi ja valemi järgi arvutatuid. Valem on 

		
kus c on konstant, α ja β parameetrite hinnangud mudelitest .

Toyota. Viimase vaatluse dispersiooni prognoos ca 1,88.
Tingimusteta dispersiooni arvutuse võib teha käsureal, kasutades vastavaid kordajaid. Nurksulgudes on võrrandi tähistus Stata aruandest, sellele järgneb vastava kordaja tähistus aruandes:
	display [/Sigma0]1_1/(1-[L.ARCH]1_1 - [L.GARCH]1_1)

Tulemus: ca 2,11

Nissan. Viimase vaatluse dispersiooni prognoos ca 2,2. Tingimusteta dispersiooni arvutus

display [/Sigma0]2_2/(1-[L.ARCH]2_2 - [L.GARCH]2_2)

Tulemus: ca 3,13

Kovariatsioon. Viimase vaatluse prognoos ca 1,4. Tingimusteta kovariatsiooni arvutus

display [/Sigma0]2_1/(1-[L.ARCH]2_1 - [L.GARCH]2_1)

Tulemus: ca 1,35.

e) Tutvuda diagrammiga, kus on mõlemad tinglikud dispersioonid ja tinglik kovariatsioon. Legend soovitavalt diagrammi panna alla, selleks aegrea diagrammi spetsifikatsiooni aknas  Legend ->Placement ->Position -> 6o’clock

3. Arvutada ka korrelatsioonikordaja ja uurida graafikult selle muutumist. Korrelatsioonikordaja valem

		
Selle alusel arvutus
	gen corr = var_rn_rt/(sqrt( var_rt_rt* var_rn_rn))

Uurides leitud korrelatsioonikordaja diagrammi, on näha, et 2015. aasta lõpus oli korrelatsioonikordaja kõige suurem, üle 0,8.

4. Salvestada fail teise nimega, näit üles2.

Ülesanne 3. Konstantse tingliku korrelatsiooni CCC mudel.		Ülesandes 1 loodud andmefail
Toyota ja Nissani aktsiate tulumäärad	 			
		
Hinnata konstantse tingliku korrelatsiooniga CCC mudelit Toyota ja Nissani tulumäärade vahel.

1. Avada ülesandes 1 loodud tulumäärade andmefail.
2. Konstantse tingliku korrelatsiooni mudel MGARCH spetsifikatsiooni aknas:
Select a model 	Constant conditional correlation (ccc)

Equation 1
Dependent variables 		rt  rn
Suppress the constant term

Tagasi aknassse Model 	Model-level options
ARCH maximum lag		1
GARCH maximum lag	1
Distribution			Student’s t

Tutvuda aruandega.
CCC mudeli üldkuju on

	 	

Kummagi tulumäära tingliku dispersiooni võrrandid on eraldi: ARCH_rt ja ARCH_rn Aruandest on näha, et Toyota tingliku dispersiooni mudelis on ARCH kordaja veidi suurem ja GARCH kordaja veidi väiksem kui Nissani mudelis. Seega Toyota aktsia tulumäära tinglik dispersioon sõltub veidi rohkem eelmise perioodi šokist ja veidi vähem eelmise perioodi tinglikust dispersioonist kui Nissani oma. Järelikult Nissani tulumäära tinglik dispersioon on veidi inertsem.

Konstantne tinglik korrelatsioonikordaja Toyota ja Nissani aktsiate tulumäärade vahel on ligikaudu 0,592 ja on statistiliselt oluline.

3. Kuna mingeid tunnuseid ei lisatud, siis salvestada pole vaja ja võib minna kohe järgmise ülesande juurde.

Ülesanne 4. Dünaamilise tingliku korrelatsiooni DCC mudel.		Ülesandes 1 loodud andmefail
Varieeruva tingliku korrelatsiooniga VCC mudel.
Toyota, Nissani ja Honda aktsiate tulumäärad 			

Eesmärgiks on hinnata kolme aktsia tulumäärade korral ajas muutuvate korrelatsioonikordajatega mudelit ja seejärel teha prognoosid tinglike kovariatsioonide ja tinglike korrelatsioonikordajate jaoks. Algul tuleb kindlaks teha, kumb mudel sobib paremini: kas varieeruva tingliku korrelatsiooniga VCC mudel või dünaamilise tingliku korrelatsiooniga DCC mudel.

Avada ülesandes 1 loodud tulumäärade andmefail.
Viia läbi DCC-MGARCH(1,1) mudeli hindamine kolme aegrea korral. Keskväärtuse mudelites lubada esialgu nii konstanti kui ka 1. järku viitaegu. 
DCC mudeli jaoks MGARCH spetsifikatsiooni aknas
Select a model 	Dynamic conditional correlation(dcc)

Keskväärtuste võrranditesse panna kõikide tulumäärade 1. järku viitajad, st keskväärtuste võrrandid moodustavad esialgu 3-mõõtmelise VAR(1) mudeli

[bookmark: ZEqnNum934390]		

Kuid erinevalt tavalisest VAR mudelist võib MGARCH mudelite korral olla keskväärtuste võrranditel erinev spetsifikatsioon: kui selgub, et mõni kordaja pole statistiliselt oluline, võib selle vastavast võrrandist eemaldada.
Et saaks erinevate tulumäärade mudelite juures kasutada erinevat spetsifikatsiooni, tuleb luua iga tulumäära jaoks oma võrrand. Esialgu on sõltumatud tunnused samad, aga sõltuv tunnus erinev. Seega tuleb luua Equation 1, Equation 2 ja Equation 3, kus sõltuv tunnus on vastavalt rt, rn ja rh. Sõltumatud tunnused esialgu kõikides mudelites ühesugused nagu VAR mudelis : kõikide tulumäärade 1. järku viitajad:
Independent variables 		L.rt L.rh L.rn

Tingliku dispersiooni võrrandid on ühesuguse spetsifikatsiooniga, selleks aknas Model
Model-level options
ARCH maximum lag		1
GARCH maximum lag	1

Distribution	Student’s t

Tulemus: kuvatud aruandest panna tähele, et rt ja rh keskväärtuste mudelites on kõik liikmed statistiliselt mitteolulised, rn mudelis mõned. 

Et saaks võrrelda DCC ja VCC mudeleid, leida hinnatud DCC mudeli informatsiooni-kriteeriumid. Kas menüüst Postestimation->… või käsurealt käsuga 
estat ic

Tulemus: AIC= 25521,21

Et vajadusel saaks peale muu mudeli hindamist selle hinnatud mudeli  jälle aktiivseks muuta, on võimalik tulemused kindla nime all salvestada
Postestimation > Manage estimation results > Store current estimates in memory
Launch 	Name 	dcc

Nüüd hinnata varieeruva tingliku korrelatsiooniga VCC-MGARCH(1,1) mudelit, kus 
mudelite spetsifikatsioon sama ja peale mudeli hindamist leida ka selle informatsioonikriteeriumid.
VCC mudeli hindamiseks valida mgarch aknas mudeliks
Varying conditional correlation (vcc)

Muu jätta samaks.
Peale mudeli hindamist 	estat ic

Tulemus:	AIC=25545,34, mis on mõnevõrra suurem kui DCC mudelil. Järelikult DCC mudel on parem kui VCC mudel ning VCC mudeliga rohkem ei tegele.

Kuna AIC põhjal on parem DCC mudel, jätkata sellega. Aruande uuesti kuvamiseks valida Postestimation > Manage estimation results > Redisplay estimation output > Launch >
Redisplay stored estimation results for	dcc
Vaadata uuesti DCC mudeli aruannet. Proovida mitteoluliste viitaegade ja konstantide eemaldamisega keskväärtuste mudelitest saavutada tulemus, kus neis on kõik tunnused olulised nivool 5%. Igast keskväärtuse võrrandist eemaldada mitteolulisi tunnuseid ühekaupa. Iga kord eemaldada see, mille p on kõige suurem. 
a) MGARCH mudeli spetsifikatsiooniaknas valida mudeliks uuesti 
Dynamic conditional correlation(dcc)

Seejärel eemaldada keskväärtuste mudelitest sammasammult nivool 5% mitteolulised tunnused

	
	Võrrand
	Eemaldada
	Järele jääb

	1. samm
	rt
	L.rt
	L.rh  L.rn      

	
	rh
	const
	L.rt L.rh L.rn   , noconstant 

	
	rn
	const
	L.rt L.rh L.rn   , noconstant 

	2. samm
	rt
	L.rn
	L.rh      

	
	rh
	L.rh
	L.rt L.rn    , noconstant 

	
	rn
	L.rh
	L.rt L.rn   , noconstant 

	3. samm
	rt
	const
	L.rh    , noconstant

	
	rh
	L.rt
	L.rn    , noconstant

	
	rn
	
	L.rt L.rn   , noconstant

	4. samm
	rt
	
	L.rh    , noconstant

	
	rh
	L.rn
	noconstant

	
	rn
	
	L.rt L.rn   , noconstant



Peale samm-sammulist mitteoluliste tunnuste eemaldamist on lõplik süsteem keskväärtuste jaoks

	 
Seega kõik kolme tulumäära kõiguvad ümber nulli, keskväärtus on 0.

Tinglikud keskmised kvaasikorrelatsioonikordajad 
Toyota ja Honda	0,751
Toyota ja Nissan	0,604
Honda ja Nissan	0,629
Parameetrid λ1≈ 0,0337 ja λ2≈ 0,826. DCC mudeli korral kasutatakse tinglike korrelatsioonikordajate leidmisel seost

	
Vaadates parameetrite λ1 ja λ2 väärtusi ning seda seost, on näha, et kuna λ2 on suurem, siis tinglikud korrelatsioonkordajad sõltuvad rohkem oma eelmistest väärtustest,  kui eelmise perioodi šokkidest.
 

Testida tingimust, kas võib peale panna kitsenduse . Selleks kasutada lineaarsete kitsenduste testimist. Kui sellise kitsenduse võib peale panna (nullhüpotees), siis võib DCC mudeli asemel kasutada CCC mudelit.
Statistics > Postestimation > Tests, contrasts, and ….  > Linear tests of parameeter estimates

	Specification > Create > Test type: Coefficients are 0
	Test these coefficients: 	lambda1 lambda2

Tulemus: kitsendustes testi olulisuse tõenäosus on p=0,00, st nullhüpotees on ümber lükatud. Järelikult sellise kitsenduse korral mudel halveneb oluliselt. Seega DCC mudel on oluliselt parem kui CCC mudel ja see tähendab, et nende aktsiate tulumäärade vahelised korrelatsioonikordajad muutuvad ajas.

Toyota, Nissani ja Honda aktsiate tulumäärade tinglike dispersioonide ja kovariatsioonide prognoosid peale DCC mudeli hindamist. Leida tinglike dispersioonide ühesammulised prognoosid valimi sees ja teha ka dünaamiline prognoos 100 sammu valimist välja alates vaatlusest 2819 (16. märts 2023).
Lisada 100 vaatlust.
Prognooside leidmine
Statistics > Postestimation > Predictions  > Linear predictions, residuals ….

Uute tunnuste nimed  		var*
Valik 	Conditional variances and covariances
Dünaamilise prognoosi jaoks lehel Options 	 > Dynamic forecast 		2819

Luuakse 6 uut tunnust:
var_rt_rt		Toyota aktsia tulumäära tinglik dispersioon;
var_rh_rt		Honda ja Toyota aktsiate tulumäärade vaheline tinglik kovariatsioon
jne

Koostada graafik, kus ühes teljestikus on kõigi kolme aegrea tinglikud dispersioonid. 
var_rt_rt
var_rh_rh
var_rn_rn

Et graafik väga tihe ei tuleks, panna sinna vaatlused alates vaatlusest 2000 (12. dets 2019). Seda saab teha lehel if. Legend panna jälle diagrammi alla (Placement 6o’clock)
On näha, et Nissani aktsia tulumäära tinglik dispersioon on kogu aeg suurem ülejäänud kahest.

Toyota, Nissani ja Honda aktsiate tulumäärade tinglike korrelatsioonikordajate prognoosid peale DCC mudeli hindamist. 
Prognooside saamiseks
Statistics > Postestimation > Predictions  > Linear predictions, residuals ….

Uute tunnuste nimed  		corr*
Valik 	Conditional correlation

Koostada graafik, kus on kõigi kolme aegrea tinglikud korrelatsioonid. Kuna korrelatsioon iseenda vahel on kogu aeg 1, panna graafikule vaid korrelatsioonid erinevate aegridade vahel
corr_rh_rt
corr_rn_rt
corr_rn_rh
Graafikule panna jälle vaatlused alates vaatlusest 2000 ning legend diagrammi alla.

On näha, et Honda ja Toyota aktsiate tulumäärade vaheline korrelatsioonikordaja on pidevalt suurem kui ülejäänud kaks korrelatsioonikordajat. 

Salvestada andmefail näiteks nimega üles4.

ISESEISEV TÖÖ

Ülesanne 5. MGARCH mudelid ja valuutade vahetuskursid			currencies.xls

Andmefailis on kolme valuuta vahetuskurss USD suhtes: euro, Briti nael ja Jaapani jeen. Päevased andmed 14. dets 1998 kuni 7. märts 2018, kokku 7142 vaatlust. Andmed pärinevad õpikust Brooks[footnoteRef:2]. [2:  Brooks, C. Intoductory Econometrics for Finance, 2019, Cambridge, 4th ed.] 


1. Importida andmed programmi Stata. 
2. Veenduda, et tunnus Date on imporditud numbrilisena ja deklareerida, et see on ajamuutuja.
3. Kõigi valuutade jaoks genereerida logaritmiline tulumäär protsentides
gen reur=100*(ln(EUR/L.EUR))
gen rgbp=100*(ln(GBP/L.GBP))
gen rjpy=100*(ln(JPY/L.JPY))

4. Logaritmiliste tulumäärade jaoks hinnata konstantse tingliku korrelatsiooniga mudelit MGARCH(1,1)-CCC. Detailsemat õpetust ja tulemust vaadata raamatust Schopohl jt[footnoteRef:3] lk 126-128. [3:  Schopohl, L., and Wichmann, R,. and Brooks, C., Stata Guide to Accompany Introductory Econometrics for Finance (October 1, 2019). Brooks, Chris. Introductory Econometrics for Finance. Cambridge University Press, 2019, Available at SSRN https:/ssrn.com/abstract=3466904] 


Dünaamilise ega varieeruva tingliku korrelatsioon mudelite hindamist Schopohli õpikus pole.

5. Kas eeldus, et tinglikud korrelatsioonikordajad nende tulumäärade vahel on konstantsed, on õige? Selleks hinnata varieeruva tingliku korrelatsiooniga mudelit VCC ja testida, kas VCC mudel on oluliselt parem kui CCC mudel.
a) Hinnata mudelit MGARCH(1,1)-VCC (Varying conditional correlation). Kasutada Gaussi jaotust (Studenti jaotuse korral numbriline lähendamine ei koondu). 
b) Testida kitsendust λ1 = λ2 = 0. Kas selle kitsenduse võib peale panna?
6. Tinglike korrelatsioonikordajate prognoosimine 50 sammu valimist välja.
a) Lisada 50 vaatlust.
b) Prognoosida tingliku korrelatsiooni väärtusi: ühesammuline prognoos valimi sees ja dünaamilise prognoosi  alguseks märkida  td(7/5/2018), kus td tähistab aega kuupäevana.
Kui suur on reur ja rgbp vahelise tingliku korrelatsioonikordaja prognoos 22. aug. 2018?
7. Koostada tinglike korrelatsioonikordajate prognooside graafik.

VASTUSED

Ül. 5. Osa 4 tulemusi vaadata raamatust Schopohl jt.
6.a) Tinglike korrelatsioonikordajate ja parameetrite λ1,  λ2 hinnangud aruandes:

corr(reur,rgbp)	.7704835	
corr(reur,rjpy)   	.4438762	
corr(rgbp,rjpy)    	.260634	
						
/Adjustment     
lambda1    	.0235694	
lambda2    	.9673104	

5.b) Kitsenduste testi λ1 = λ2 = 0 tulemus: teststatistik , olulisuse tõenäosus 0,00. Nullhüpotees on ümber lükatud, kitsenduse panekuga mudel oluliselt halveneb. Järlikult parem on VCC mudel. 6.b) corr(rgbp,reur)=0,638 7. Tinglike korrelatsioonikordajate graafik.
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